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Propuesta arquitectonica para la ejecucion de
tareas en Apache Spark para entornos
heterogéneos

Estefania Serrano !, Javier Garefa Blas!, Jesiis Carretero!] y Ménica Abella? 3

Resumen— Las desventanjas prosentes on las plato-
formas de computacidén actuales ¥ la facll migracidn
8 la computacidén en la nube, han logrado gue cada
vez mie aplicaciones clentificas =o adapten a log dis-
tintos de computacidn distribulda basa-
das en flujo de tareas. Sin embargo, muchas de ellas
¥a han sido optimizadas para su ejecucidn en acelera-
dores tales como GPUs. En este trabajo se presenta
una arquitectura gque facilita la ejecucidn de aplica-
clones tradicionalmente basadas en entornos HPC al
nuevo paradigma de computaclén Bilg Data. Ademss,
s demuestra como gracias a una mayor capacidad de
memoria, el reparto automdtico de tareas y a la ma-
yor potencia de cdlculo de los slstemas heterogéneos
se puede comverger a un nuevo modelo de ejecucidn
altamente distribuldo. En este trabajo se presenta un
estudio de la viabllldad de esta propuesta mediante
la utilizacidn de GPUs dentro de la infraestructura
de cdmputo Spark. Esta arquitectura sera evaluada
a través de una aplicacidén de tratamlento de Imagen
médica. Los resultados demuestran gue sungue nues-
tra arqultectura sobre un nodo no produce resultados
absolutos mejores que la aplicacidn original, segin se
aumenta el nimero de GPUs ¥y por lo tanto la ocu-
paclén de estas Influye mds, la aplicacidn basada en
Spark se acerca al rendimiento del simulador original.
Finalmente, reallzamos un estudio de la ocupacldn de
las GPUs empleadas para las distilntas politicas pro-
puestas, demostrando que al tener en cuenta las ca-
racteristicas dindmicas de la GPUs (nimero de tareas
en ejecuclén) podemos tener una mayor ganancla de
rendimisnto.

Palabms clave— GPU, Spark, pyCUDA, imagen
médica.

I. INTRODUCCION

A utilizacion cada ver més frecuente de frame-

works de computacidn distribuida ereados ori-
ginalmente para problemas Big Data en aplicaciones
cientificas, estd llevando a la adaptacion de estas apli-
caciones al paradigma MapReduce [1], €l cual es, ac-
tualmente, el paradigma mas usado por este tipo de
fromeworks en las plataformas cloud. La dificultad
que a veces conlleva esta adaptacion y, en ocasiones,
la pérdida de eficiencia debido a las dependencias en-
tre los datos, hace que muchas aplicaciones no sean
migradas a este nuevo paradigma.

En el caso de aplicaciones cientificas, como en el
drea de trabajo de la imagen médiea, tradicionalmen-
te s ha optado por la utilizacion de aceleradores
de computo como las GPUs (de las siglas en inglés,
Graphics Processing Unit). Estos aceleradores, debi-
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do a su arquitectura SIMD (de las siglas en inglés,
Single Instruction Multiple Data) permiten la ejecu-
cion rapida de la mayoria de los algoritmos de recons-
truecion y proyeccion, debido a que la generacion de
cada uno de los pixeles finales es totalmente inde-
pendiente. El principal problema relacionado con el
uso de este tipo de hardware es la falta de memo-
ria dentro del dispositivo, debido a que la mayoria
de tarjetas graficas de bajo y mediano coste poseen
alrededor de 3GB de memoria, tipicamente GDDRS.
Aunque es cierto que en estos momentos muchas tar-
jetas dedicadas al computo, como por ejemplo la ga-
ma Tesla de NVidia, pueden llegar a tener mas de
10 GB de memoria, esto puede ser insuficiente para
la futura generacion de imdgenes en alta resolucion,
la cual podria llegar a requerir 32 GB de almacena-
miento en memoria principal. Una posible solucidn
a este problema de limitacidon de memoria es el par-
ticionamiento del problema para su resolucion inde-
pendiente en diferentes GPUs. Sin embargo, la tarea
de particionamiento no es sencilla, ya que en muchas
ocasiones se requiere de modificaciones significativas
en el eodigo original.

La ventajas de la computacion distribuida en
términos de capacidad de memaria son evidentes. La
memoria en estos entornos se multiplica, asi como la
capacidad computacional. Adicionalmente, en cliste-
res de computadores altamente heterogéneos es posi-
ble disponer de nodos con miiltiples GPUs. Aundgue
existen entornos de computaciom distribuida como
MPI, en los que ya se ha estudiado la viabilidad de
ejecucion de estos algoritmos [2], estos estdn prin-
cipalmente orientados a aplicaciones cientificas. Sin
embargo, cuando hablamos de problemas cientificos
altamente paralelizables, la aplicacion del paradigma
MapReduce puede ser de gran ayuda. Este paradig-
ma facilita el particionamiento automatico de los da-
tos, la ejecucion basada en tareas y el aumento de la

localidad de datos.

La principal contribucion de este trabajo es el es-
tudio de la viabilidad de la migracion de aplicaciones
inicialmente basadas en plataformas HPC a platafor-
mas Big Data. Como caso de uso, se partira de una
aplicacion de imagen médiea, llamada Fux-Sim [3].
Las contribuciones de este trabajo se aplican no sdlo
a la posibilidad de ejecutar aplicaciones dentro del
ambito de la imagen médica en entornos Big Data,
sino también a la generalizacion del proceso llevado a
eabo aqui a cualquier campo de aplicacion que haga
un uso intensivo de GPUs. En resumen, las contri-



buciones de este trabajo son las siguientes: primero,
se presenta una solucion para proporcionar acceso
a GPUs dentro de las tareas gereradas por Apache
Spark; segundo, se detalla la metodologia seguida pa-
ra la migracion de una aplicacion inicialmente imple-
mentada en una plataforma HPC a un sistema Big
Data; por dltimo, se realiza una evaluacion compa-
rativa de la solucidn propuesta.

Fste documento se organiza de la siguiente mane-
ra. En la Seccion II se explicaran los fundamentos
basicos de Apache Spark, se fundamentara la elec-
cion de las tecnologias utilizadas y se definird el pro-
cedimiento llevado a eabo con nuestra aplicacion de
forma generalizada. La Seccidn IV detalla la funcio-
nalidad del caso de estudio asi como los algoritmos
contenidos en sus kernels. A continuacion, se llevard a
cabo la evaluacidn de la propuesta en la Seccion V.
Finalmente, se proporcionara una relacion de los tra-
bajos relacionados y las conclusiones de este trabajo.

II. CONCEPTOS PREVIOS

Esta seccion introduce los conceptos y herramien-
tas en las que se sustenta la propuesta. Para ello se
describirda brevemente la arquitectura del framework
Apache Spark y la interfaz de acceso a GPU, PyCu-
da.

A. Apache Spark

Apache Spark [4] es un framework de computacion
distribuida de proposito general. Utilizado en diver-
sos ambitos, su mayor éxito lo ha tenido en aplicacio-
nes de andlisis de datos en entornos Big Data. Posee
APIs para programar distintos lenguages como
Seala, Java, Python y adems&s cuenta con librerias
enfocadas al aprendizaje automatico.

Basado en el paradigma MapReduce v con una eje-
cucion enfocada a tareas, Spark es compatible con
varios gestores de recursos (por ejemplo Yarn) y tie-
ne conectores para distintos sistemas de ficheros y
bases de datos distribuidas. A diferencia de Hadoop,
no solo se reduce a implementar el paradigma Ma-
pReduce sino que ofrece muchas mas posibilidades de
manipulacion de datos. Todas las operaciones dis-
ponibles se dividen en transformaciones v acciones
sobre unas estructuras de datos llamadas Resilient
Distributed Datasets (RDDs). Estas estructuras con-
tienen los datos sobre los que se va a trabajar y estdn
distribuidas sobre los diversos nodos favoreciendo la
localidad de datos a la hora de computar, ya que
pueden mantenerse dentro de la memoria principal
del nodo.

La arquitectura de Spark incluye dos actores fun-
damentales: controlador (driver) y trabajador (wor-
ker). El driver es el encargado de lanzar la aplicacion
¥ de su manejo dentro del clister de Spark. Para ello
se comunicard con el gestor de recursos elegido. El
worker es el proceso principal de cada nodo, encar-
gado de lanzar los diversos ejecutores (erecutors),
gue seran los que lleven a cabo las distintas tareas.

B. PyCUDA

En este trabajo, se ha considerado Python co-
mo lenguaje de programacidn por su utilizacidn
computacion cientifica para prototipado. Ademas se
tiene en cuenta la gran cantidad de médulos cientifi-
cos disponibles. Estos madulos poseen la mayoria de
funciones matematicas utilizadas en este tipo de apli-
caciones, con el afiadido de que estdn altamente opti-
mizadas gracias a la utilizacion del lenguaje C. Auin
asi, el proceso descrito posteriormente podria apli-
carse a cualquier otro lenguaje siempre que posea
bindings para controladores de GPUs. En este ecaso,
para la conexidn con los aceleradores GPU, se ha uti-
lizado PyCUDA, un médulo que posee diversas fun-
ciones que ponen a disposicion del programador de
Python la API del driver CUDA [5]. Su mayor ven-
taja es la posibilidad de reutilizacién de las funciones
va programadas para CUDA, de ahora en adelante
kernels, previamente programados en C/C++.

II1. PROPUESTA DE ARQUITECTURA PARA UN
CLUSTER HETEROGENEO DE SPARK

Como se puede ver en las Figuras 1 y 2, desde el
punto de vista de la ejecucion de la aplicacion hay
tres componentes principales: el driver de la aplica-
cion, los workers en cada uno de los nodos del elister
¥ su correspondiente GPU scheduler.

El driver es el actor encargado de ejecutar el eddi-
go principal de la aplicacion incluyendo la gestion de
los datos. En el caso de usar un sistema de fiche-
rog distribuido como HDFS, cada uno de los nodos
serd el encargado de adquirir aquellos datos mas cer-
canos, favoreciendo la localidad de datos en el pro-
ceso de ejecucion. El driver es independiente de la
ejecucion de las tareas, por lo que no es necesaria la
presencia de GPUs en el nodo desde el eual se ejecu-
ta. Esto permite la ejecucion de tareas que hacen un
uso exclusivo de la GPU en todos aquellos nodos que
la posean, pudiendo aprovechar nodos no heterdge-
neos para el lanzamiento del driver.

En el executor se lleva a cabo la ejecucion de las ta-
reas, que incluye la ejecucion de los kernels de GPU.
Para ello, primero se comprueba dentro de la tarea
la compatibilidad del nodo al cual ha sido asignada.
5i existe dicha compatibilidad, entonces procederd a
la compilacion y preparacion de argumentos y datos
para el kernel, asi como a la conexion con el scheduler
presente en el mismo nodo. De esta manera, primero
ejecutara el kernel correspondiente en la GPU mas
adecuada v, después, debera obtener los datos de la
GPU para poder terminar la ejecucion de la corres-
pondiente tarea.

El scheduler es un servicio independiente encarga-
do de la planificacion y seleccion de los dispositivos
en los cuales se ejecutaran los kernels. Debido a su
caracteristica de servicio independiente, es capaz de
planificar las GPUs incluso entre aplicaciones inde-
pendientes de Spark que se estén ejecutando dentro
de un mismo nodo. Para la planificacion se han ele-
gido diversas politicas que tendran en cuenta facto-
res como los recursos disponibles en el dispositivo, el
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Fig. 1. Flujo general de una aplicacién de GPU dentro de Spark.

rendimiento ofrecido, niimero de tareas en ejecucion,
etc. Esta aproximacion permite aumentar el numero
de kernels concurrentes en la plataforma.
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Fig. 2. Flujo de la retroproveccidn en Spark del simulador.

A. Planifieador de dispositivos GPU para tareas Ma-
pReduce

Una de las principales limitaciones para la mi-
gracion del paradigma MapReduce a entornos he-
retogéneos es la gestion eficiente de los acelerado-
res. Esto es especialmente relevante en despliegues
con miltiples dispositivos, dado que, actualmente,
las tareas generadas por el motor de flujos de traha-
jo son ajenas a los recursos disponibles. Para resolver
este problema, nuestra solucidn incorpora un plani-
ficador que facilita dicha integracion. Para ello, se
ha disefiado e implementado una solucion software
que permite asignar GPUs a cada una de las tareas
de forma eficiciente, basindonos en la invoeacion de
procesos remotos (RPC).

El sistema estd compuesto por una biblioteca invo-
cada por las tareas y un proceso servidor para cada
unc de los nodos de ecomputo. El funcionamiento es
el siguiente. En primer lugar, al inicio de cada ta-
rea, se solicita al servicio de planificacion qué GPU
esta disponible dados unos requisitos de capacidad
de memoria dados. En segundo lugar, el planificador
resuclve qué dispositivo esta disponible, teniendo en
cuenta el estado (por ejemplo, memoria disponible,
procesos en ejecucion, ete.) de cada dispositivo. Es
importante destacar que en caso de no contar con
los recursos de ejecucion disponibles, esta invocacion
quedara blogqueada. En tercer lngar, una vez obteni-
do el dispositivo disponible, en la tarea se selecciona

el contexto de ejecucion para la GPU dada. Final-
mente, una vez concluida la ejecucion de la tarea, se
comunica al planificador que libere los recursos an-
teriormente reservados.

Para lograr un uso eficiente de los dispositivos, el
planificador cuenta eon distintas politicas de ejecu-
cion ya implementadas:

m Aleatoria (random): se elige una GPU de forma

aleatoria de aquéllas disponibles.

m Dispositivo con menos procesos(least processes):
se elige agquella GPU eon menos tareas en ejecu-
cion.

= Round-robin: se asigna una GPUs de forma con-
secutiva a cada tarea que llega.

IV. CAsSo DE USO EN EL CAMPO DE LA IMAGEN
MEDICA

Debido al aumento de la resolucion en los disposi-
tivos actuales v a las nuevas técnicas de analisis de
imagen, el volumen de datos producidos por este tipo
de aplicaciones se ha incrementado notablemente. La
obtencion de las imdagenes finales pasa por, en mu-
chos ecasos, la ejecucion de algoritmos con una gran
carga computacional. La mayoria de estos algoritmos
han sido optimizados para adaptarlos a aceleradores
de computo tales como Intel Xeon Phi o GPUs. Sin
embargo, estos dispositivos no poseen la cantidad de
memoria necesaria para generar imagenes en 3D en
alta resolucidn, las cuales pueden llegar a ocupar mas
de 10 GB.

Un ejemplo de este tipo de problemas es la recons-
truccion v los procesos de simulacion en el campo
de la imagen médica, la cual utiliza algoritmos cada
vez computacionalmente mas complejos. Es el caso
del simulador de rayos-X Fux-Sim, que utiliza varios
métodos de reconstruccion de imagen de Tomografia
Axial Computerizada (TAC) v simula distintas geo-
metrias de adquisicion de datos.

En el presente trabajo, se ha migrado una parte del
simulador al framework de computacion distribuida
Apache Spark: la retroproyeceion. La retroproyeceicn
es la parte esencial de la reconstruccion, ya que se
encarga de caleular los valores de eada uno de los
voxeles que forman la imagen final en 3D. En nues-
tro caso, el algoritmo de reconstruccion elegido reali-
za la integral de cada una de las lineas de proyeccion
y tieme su origen en un algoritmo tradicionalmente
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Fig. 3. Flujo de la retroproyeccidn en Spark del simulador.

utilizado, el FDK [6]. Estas lineas de proyeccion co-
mienzan en la fuente de Rayos-X y pasan por cada
uno de los voxeles a caleular para terminar en las
imdgenes de entrada, donde se produce una interpo-
lacion lineal.

El computo de cada una de las lineas de proyeceion
es completamente independiente, lo que permite la
paralelizacion del algoritmo. Debido a la gran canti-
dad de valores a caleular y a la facilidad de utilizacion
de los algoritmos de interpolacion, tradicionalmente
este tipo de algoritmos han sido implementados y op-
timizados para aceleradores de tipo SIMD como las
GPUs. Utilizando la arquitectura definida en la sec-
cion anterior se puede reutilizar los kernels existentes
junto con la distribucidn de tareas que ofrece Spark
para proporcionar una ejecucion acelerada gracias a
la arquitectura GPU. Las operaciones llevadas a cabo
asi como un pseudocodigo pueden verse en la Figu-
ra 3. Los datos de entrada son leidos en el driver y
retransmitidos a cada uno de los erecutors para su
procesamiento. Durante la fase map, cada particidn
tiene asignadas un determinado numero de rodajas
del volumen a reconstruir, éstas seran las que se de-
vuelvan posteriormente. El RDD resultante sera el
que finalmente se escriba, bien en un sistema de fi-
cheros local en el driver o de forma distribuida a
traves de HDF'S. Esta tltima caracteristica permite
el tratamiento de grandes estudios.

V. EvALUACION

La evaluacion se ha realizado en un nodo de
computo eompuesto por dos procesadores Intel(R)
Xeon(R) CPU E5-2620 0 a 2.00GHz y 3 GPUs, 1
Tesla Kdle (12 GB de memoria GDDRS) y 2 Gefor-
ce GTX Titan (6GB de memoria GDDRS5). En las
pruebas en las que asi se especifique se utilizardn es-
tas GPUs con la memoria limitada a 2GB.

El sistema estd supervisado mediante Cloudera
5.7. La version de Spark sobre la que se ha traba-
jado es 1.6 en modo de ejecuciom stand-alone, los
ficheros de entrada se encuentran en un SSD local
¥ se escriben los ficheros resultantes en un directorio
almacenado en HDFS, también sobre 55Ds y una red
Ethernet 10 Ghps. La version de python utilizada es
2.7 y de pyCUDA 1.3. Los datos utilizados en la eva-

luacion consisten en 360 imdgenes (radiografias) de
1024x1024 pixeles. El volumen total reconstruido es
de 1024x1024x1024 voxeles, formando un total de 4
GB de datos de salida.

A. FEuvaluacion del tiempo de ejecucion en GPUs

Debido a la sobrecarga de la ejecucion del runti-
me asociado a Apache Spark los tiempos de ejecucion
para volumenes estdndar de 1024102421024 voxeles
(4 GB) de la aplicacitn de retroproyeceion distribui-
da en un nodo no son totalmente competitivos con
la ejecucion del simulador en Fux-5im para el caso
del mismo nodo ¥y mimero de GPUs. En la Figura V
izquierda, mostramos los tiempos de ejecucion para
el simulador y la aplicacion en Spark para distin-
tas GPUs. La configuracion de Spark consistia en 3
threads v 3 particiones, lo mds parecido a la configu-
racion del simulador en modo multiGPU. En todos
los casos Spark requiere més tiempo para comple-
tar la ejecucion sin embargo se puede apreciar que
segiin aumenta el nmimero de GPUs utilizadas esta
diferencia se reduce. Esto es debido al mejor aprove-
chamiento de los recursos por nuestra arquitectura
gracias al planificador, como veremos posteriormen-
te.

En la Figura V derecha mostramos los tiempos
de ejecucion de la aplicacion en Spark para 3 hi-
los, distinto nimerc de particiones y las 3 politicas
implementadas. Estos experimentos se hicieron esta-
bleciendo un limite de memoria, con el objetivo de
emular dispositivos de bajo coste (familia GTX). A
partir de los resultados, se puede observar que pa-
ra el caso de un solo nodo el aumento del nimero
de particiones influve negativamente en los tiempos
de ejecucion, debido principalmente al aumento del
uso de la memoria. De las tres politicas la tinica que
se diferencia claramente del resto negativamente es la
politica aleatoria mientras que Round Robin y menos
procesos se mantienen igualadas, aunque como vere-
mos posteriormente, con un mayor niumero de hilos
paralelos ¥ un studio de la ocupacion si se aprecian
diferencias significativas.
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B. Ocupacion de lns GPUs en las distintas politicas

El ohjetivo de la capa scheduler es el aprovecha-
miento de las GPUs de los nodos en los cudles se
esta ejecutando la aplicacion. En la Figura 5 mos-
tramos la ejecucion de la aplicacidn sobre 12 threads
y 48 particiones para cada una de las politicas im-
plementadas. Para emular un sistema homogéneo,
la memoria total de las GPUs ha sido limitada a
2GB. Como se puede ver, la politica que planifica en
funcion del mimero de procesos resulta en un mejor
tiempo de ejecucion, tal v como habiamos confirma-
do anteriormente. Una de las razones para este menor
tiempo de ejecucion es el aprovechamiento regular de
los recursos disponibles en el nodo. Tanto Round Ro-
bin como la politica aleatoria poseen numerosos picos
de ocupacion, mientras que con la primera politica se
mantiene estable para la ejecucion de 12 tareas. Este
valor resulta ser €] niimero ideal ya que es el mime-
ro maximo de threads que ejecutan en paralelo. Avin
asi, se aprecian tres caidas regulares de la ocupacion,
las cuales corresponden con la finalizacion de los pa-

quetes de tareas formados por 12 eada uno. Por ello,
en un sistema homogéneo, la politica que favorece los
dispositivos con menos procesos es la que lleva a un
mejor reparto de tareas.

VI. TRABAJOS RELACIONADOS

La unificacion de arguitecturas heterogéneas con
frameworks de computacion distribuida (por ejemplo
Apache Hadoop) ha sido tratado en diversos trabajos
desde distintos puntos de vista. En Hadoop existen
varios ejemplos de esta unificacion, bien centrados
en modelos de programacion concretos basados en
GPU como HadoopCL [7] o centrados en la progra-
macion de los aceleradores para ofrecer soporte tanto
a OpenCL como CUDA, como es el caso de Hadoop+
[8]. En cuanto a Apache Spark, esta actualmente en
desarrollo una mejora del framework llamada Hete-
roSpark [9] basada en Java RMI, sin embargo no
se encuentra disponible actualmente. La mayoria de
estos frameworks se basan, al igual que en nuestro
trabajo, en la compilacion de kernels programados,
aunque la planificacion de los trabajos mandados a



la GIU no esta incluida, reduciendo la capacida de
mejora.

Sin embargo, otros trabajos relacionados han op-
tado por no modificar el framework distribuido y
afiadir GPUs a nivel de aplicacion. Ejemplos de este
procedimiento son, por citar algunos, el presentado
por Zheng et al. [10] que utiliza GPUs dentro de Ha-
doop para acelerar el algoritmo kmeans o [11] que ha-
ce uso de Spark un servidor separado para las GPUs
para el anslisizs de imdgenes de resonancia magnéti-
ca. Nosotros hemos optado por una solucion similar,
pero dentro del framework de Apache Spark.

Mss alld del uso de aceleradores GPUs, en estos
entornos distribuidos alguncs trabajos en el campo
de la imagen médieca se han centrado en su evalua-
cion en entornos sin presencia de aceleradores eomo
por ejemplo [12], que implementa el algoritmo de to-
mografia computerizada FDK en su version 4D utili-
zando el paradigma MapReduee en Hadoop. Otra so-
lucion [13], implementa una deconvolucion en Spark
¥ lo compara con otras alternativas como el uso de
GPUs o mmlticore CPUs.

VII. CoNCLUSIONES

Este trabajo ha presentado una prueba de concep-
to del uso de GPUs dentro del framework Apache
Spark a traveés de la adaptacion de una aplicacion de
reconstruccion de imagen médica. Se han detallado
las caracteristicas de la solucion y de las herramien-
tas necesarias para llevarlo a eabo esta tarea. El pro-
potipo se basa en el conector PyCUDA, aunque se
puede generalizar a otros modelos de programacion
en aceleradores de computo, asi como otros lemgua-
jes de programacion que tengan disponibles estos co-
nectores. Ademss se ha provisto de un planificador
adicional intranodo en la plataforma Spark para el
mejor aprovechamiento de los recursos disponibles.
Este planificador posee diversas politicas que han si-
do evaluadas sobre un solo modo, demostrando su
utilidad cuando comparamos con la ejecucidn de la
alicacion original. Cuando se anmenta el nimero de
GPU a utilizar, nuestra arquitectura aprovecha de
mejor manera los recursos de computo disponibles.
Esto iltimo se aprecia especialmente cuando se hace
uso de una politica que tiene en cuenta pardametros
dindmicos de la GPU, como el mimero de procesos
en ejeciucion.

El signiente paso de este trabajo consistira en la
evaluacion sobre varios nodos, asi como en ampliar
el planificador de GPU a mivel de chister para un
mejor reparto de los trabajos. Ademss se preve uti-
lizar el mismo procedimiento en otras aplicaciones
de procesamiento de imagen medica, como algorit-
mos iterativos de reconstruceion, para su posterior
combinacion con flujos de anslisis de las imagenes
resultantes.
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